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Streszczenie

Celem artykutu jest opracowanie i weryfikacja koncepcji Modelu AI-MEVAL, integrujacego wielo-
stronng ewaluacje z Al Feedback Loop, w celu podniesienia wiarygodnosci informacji zwrotnej. Ba-
dania jakosciowe potwierdzaja, ze model skraca cykl PDCA, pod warunkiem zachowania transpa-
rentnosci oraz zasady Human-in-the-Loop. Stanowi on praktyczne narzedzie wspierajace uczenie sie
organizacyjne.

Abstract

The aim of this article is to develop and validate the AI-MEVAL Model, which integrates multi-stakeholder
evaluation with the Al Feedback Loop, in order to enhance the reliability of feedback. Qualitative research confirms
that the model shortens the PDCA cycle, provided that transparency and the Human-in-the-Loop principle are
maintained. It constitutes a practical tool supporting organisational learning.

WPROWADZENIE

Wspdtczesne szkolnictwo wyzsze mierzy sie z dynamiczng transformacjg cyfrowa i spoteczna, ktdra
wymusza rewizje tradycyjnych modeli zarzadzania jakoscig ksztatcenia. Ewaluacja zaje¢ dydaktycz-
nych jest kluczowym instrumentem monitorowania jakosci ustug edukacyjnych i stanowi fundament
strategiczng inwestycje w doskonalenie proceséw ksztalcenia, bedac fundamentem kultury jakosci
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w uczelni [Brzezinski, 2004; Przybylski, Rudnicki, Szwed, 2010]. Zgodnie z modelem Total Quality
Management (TQM), wiarygodnos¢ ewaluacji jest kluczowa dla fazy Check w cyklu ciagltego dosko-
nalenia PDCA (Plan-Do-Check-Act) [Campoverde-Molina, Lujan-Mora, Valverde, 2021], co zostanie
szerzej omowione w czesci drugiej niniejszego artykutu.

W praktyce funkcjonowania uczelni obserwuje si¢ wyrazna luke wiarygodnosci miedzy formalnym
spelnianiem wymogow systemow zapewniania jakosci a realng uzytecznoscia danych pozyskiwanych
z ewaluacji dydaktyki. Dominujace badania ankietowe generuja dane o ograniczonej wartosci diagno-
stycznej [Przybylski, Rudnicki, Szwed, 2010], co wynika z niskiej frekwencji, powierzchownosci od-
powiedzi oraz ryzyka stronniczosci ocen studentow, niezwigzanej bezposrednio z jakoscig dydaktyki.
W konsekwencji, proces ewaluacji jest czesto postrzegany jako wymdg formalny, nie zas jako realne
narzedzie rozwoju dydaktyki [Mizerek, 2017]. W literaturze przedmiotu od dawna podkresla sie po-
trzebe odejscia od redukowania ewaluacji do prostych skal ocen na rzecz podejscia wielostronnego,
opartego na refleksji, dialogu oraz taczeniu perspektyw réznych interesariuszy [Anderson i in., 1999;
Chiarini, 2011; Groenwald, 2018; Lai, 2017].

W odpowiedzi na te wyzwania, szczegdlnego znaczenia nabieraja narzedzia oparte na sztucznej in-
teligengji (Artificial Intelligence — AI). Technologie takie jak przetwarzanie jezyka naturalnego (Natural
Language Processing — NLP) i analiza sentymentu [Shi, Aryadoust, 2024] oferujg mozliwo$¢ kontek-
stualizacji informacji zwrotnej i przetwarzania duzych zbioréw danych jakosciowych z komentarzy
otwartych. Rozwiazania te wspieraja budowanie wielostronnego systemu ewaluagji, ktory wychodzi
poza tradycyjna perspektywe studenta, wigczajac w proces oceny dydaktyki: nauczycieli akademic-
kich, partneréw zewnetrznych (np. w projektach project-based learning) oraz jednostki zarzadzajace
jakos$cia. Implementacja Al wymaga jednak zachowania wysokich standardow etycznych i transpa-
rentnosci (zasada Human-in-the-loop). Zgodnie z przepisami Artificial Intelligence Act Parlamentu Eu-
ropejskiego i Rady [AI Act, 2024] oraz wytycznymi UNESCO [2023], systemy te musza chroni¢ dane
osobowe i gwarantowac wyjasnialnosc¢ algorytmow. Kluczowe jest zaprojektowanie systemoéw, ktore
wzmacniaja kulture jakosci i podmiotowos$¢, a nie zastepuja je technologicznym pozorem obiekty-
wizmu. Interdyscyplinarne potaczenie perspektywy zarzadzania jakoscia, dydaktyki i analityki Al
stanowi tym samym oryginalny wklad teoretyczny w dyscypline.

Celem niniejszego artykutu jest przedstawienie koncepcyjno-empirycznej analizy potencjatu wy-
korzystania narzedzi AI w doskonaleniu systemu zarzadzania jakoscig ksztatcenia. W szczegdlnosci,
artykut realizuje dwa gtowne cele badawcze, stanowiace o jego wkladzie:

1. Wkiad teoretyczno-koncepcyjny. Przedstawienie zalozen autorskiego modelu wielostronnej
ewaluacji zaje¢ (AI-MEVAL) wspieranego przez Al oraz koncepcji Al Feedback Loop jako spo-
sobu na poprawe wiarygodnosci i diagnostycznosci informacji zwrotnej.

2. Wkiad empiryczny. Omoéwienie wynikow pilotazowego badania jakosciowego, ktérego celem
byto rozpoznanie postaw kluczowych interesariuszy wobec wykorzystania AI w procesach
ewaluacyjnych, stanowiace podstawe do dalszych badan i wdrozen projakosciowych.

Takie ujecie pozwala zintegrowac perspektywe dydaktyczna i zarzadcza, zgodnie z logika ciagte-
go doskonalenia (PDCA) w uczelni jako organizacji uczacej si¢ [Dasuki, Puspitosari, Ahmad, 2024;
Vésquez i in., 2022; Al-Qayoudhi, Kamal, Said, 2024]. W dalszej czesci artykutu omdwiono znaczenie
ewaluacji dydaktyki w konteks$cie systemow zarzadzania jakoscia, przedstawiono model AI-MEVAL
oraz zaprezentowano wyniki badan pilotazowych.
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EWALUACJA ZAJEC DYDAKTYCZNYCH W SYSTEMIE ZAPEWNIANIA JAKOSCI
KSZTALCENIA: OD KONTROLI DO WIELOSTRONNEGO DOSKONALENIA

Ewaluacja w cyklu PDCA uczelni wyzszej

Zarzadzanie jakoscig w szkolnictwie wyzszym jest wspolczesnie realizowane w oparciu o koncepcje
Total Quality Management (TQM), ktora zaklada cigglte doskonalenie wszystkich procesow [Grudow-
ski, 2023]. W tej perspektywie ewaluacja zaje¢ dydaktycznych jest niezbednym elementem operacyj-
nym cyklu PDCA (Plan-Do-Check-Act) [Wawak, 2012].

Ewaluacja petni w cyklu role fazy Check (Kontrola/Sprawdzenie), dostarczajac danych o aktualnym
stanie jakosci procesu ksztalcenia. Jednak jej faktyczna uzytecznos¢ objawia si¢ dopiero w fazie Act
(Dziatanie) — podejmowaniu projako$ciowych decyzji. Warunkiem koniecznym, aby faza Check mogta
skutecznie wplynac na Act, jest wiarygodnosc¢ i konstruktywnos¢ pozyskanej informacji zwrotnej. Je-
zeli dane z ewaluacji s3 powierzchowne lub nacechowane stronniczoscia (problem zasygnalizowany
w czesci 1), faza Act staje sie fikcja, a ewaluacja jedynie wymogiem formalnym. Podobny mechanizm
zastosowania cyklu PDCA w doskonaleniu proceséw dydaktycznych opisujg Walasek i in. [2015].
W literaturze miedzynarodowej podkresla sie, ze skuteczne systemy zapewniania jakosci wymagaja
nie tylko monitorowania, lecz takze ich integracji z zarzadzaniem strategicznym [Harvey & Williams,
2010; Kettunen, 2021]. W tym ujeciu ewaluacja nie jest wylacznie procedura kontrolna, lecz elemen-
tem zarzadzania wiedza i decyzjami w organizacji uczacej sie. W kontekscie proponowanego modelu
AI-MEVAL, faze Check nalezy rozszerzy¢ o automatyczng, kontekstowgq analize danych jakosciowych
i ilosciowych, aby zamieni¢ surowq ocene w insight o wysokiej wartosci diagnostycznej, co jest podsta-
wa dla skutecznego Act.

Informacja zwrotna jako narzedzie refleksji i doskonalenia dydaktyki

Odejscie od ewaluacji rozumianej jako kontrola na rzecz ewaluacji jako narzedzia doskonalenia [Brze-
zinska, 2004; Pactawska, 2004] jest kluczowe dla transformacji uczelni w organizacje uczaca sie. W tym
ujeciu ewaluacja nie sprowadza si¢ do pomiaru dydaktycznego, lecz stanowi proces wartosciowania
oparty na refleksji i dialogu w srodowisku akademickim. Informacja zwrotna staje si¢ mechanizmem
wspierajacym rozwoj nauczycieli akademickich oraz doskonalenie proceséw dydaktycznych, pod wa-
runkiem Ze jest konstruktywna i wieloperspektywiczna [Zaton, 2014].

Dominujace obecnie modele ewaluacji, oparte gtéwnie na anonimowych ankietach studenckich, ge-
neruja tzw. luke uzytecznosci (lub diagnostyczna), poniewaz nie dostarczaja poglebionej, refleksyjnej
informacji pozwalajacej na rzeczywiste doskonalenie jakosci ksztatcenia [Pacholarz, 2022]. W tym kon-
tek$cie pojawia sie potrzeba wykorzystania narzedzi zdolnych do przetwarzania ztozonych, jakoscio-
wych danych ewaluacyjnych w sposéb wspierajacy proces uczenia sie organizacyjnego.

Wielostronny pomiar jakosci ksztatcenia — synteza i luka badawcza

W nowoczesnej dydaktyce, zwlaszcza zorientowanej na praktyke i projekty (project-based learning), ja-
kos¢ doswiadczenia dydaktycznego wynika z interakcji wielu stron: studenta, nauczyciela akademic-
kiego, partnera biznesowego oraz jednostki zarzadzania jakoscia uczelni. Jednostronna ewaluacja nie
jest w stanie rzetelnie odzwierciedli¢ ztozonosci tej relacji, co jest szeroko akcentowane w literaturze
(np. Ferguson, Clow, Griffiths, Brasher, 2019; Berthelsen, Tannert, 2019).
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Celem staje sie¢ zatem integracja réznych Zrodet danych: ilosciowych (skale ocen) i jakosciowych
(komentarze, refleksje) pozyskiwanych w sposdb ciagly. Kluczowa luka badawcza i aplikacyjna, ktorg
adresuje ten artykut, jest brak modelu, ktory systemowo i dynamicznie integrowalby te wielostronne
dane, wykorzystujac do tego celu zaawansowang analityke AI (NLP i analiza sentymentu). Propono-
wany model AI-MEVAL stanowi probe wypeknienia tej luki, oferujac ramy koncepcyjne dla transfor-
magcji statycznego pomiaru w ciagle, kontekstowe uczenie si¢ organizacyjne na podstawie zintegrowa-
nych informagji.

SZTUCZNA INTELIGENCIA W EWALUACJII AKADEMICKIEJ — POTENCJAL
TECHNOLOGICZNY I WYZWANIA ETYCZNE

Potencjal zastosowan AI w ewaluacji dydaktyki — transformacja fazy Check

Wykorzystanie narzedzi opartych na sztucznej inteligencji, obejmujace m.in. techniki przetwarzania
jezyka naturalnego oraz uczenia maszynowego (ML), stanowi obecnie globalny trend w transformacji
szkolnictwa wyzszego. Systematyczne przeglady literatury wskazuja, Ze ocena i informacja zwrotna
sa jednymi z kluczowych obszaréw wykorzystania AI w dydaktyce akademickiej [Zawacki-Richter
et al., 2024]. W kontekscie ewaluacji akademickiej potencjal ten obejmuje zaréwno doglebna analize
danych, jak i wsparcie decyzji dydaktycznych. Al jest postrzegana jako niezbedne narzedzie do prze-
famania problemu luki wiarygodnosci danych ewaluacyjnych, o ktérej mowa w czesci 2.

Na podstawie analizy najnowszych badant mozna wyroéznic trzy gtowne, komplementarne obszary
zastosowan Al w ewaluacji dydaktyki, bezposrednio wplywajace na cykl PDCA:

1. Analiza danych jako$ciowych i kontekstowych. Al, dzigki technikom takim jak analiza sentymen-
tu i klasyfikacja tematyczna, jest w stanie przetwarza¢ ogromne zbiory otwartych komentarzy
studenckich (i innych stron ewaluacji). Pozwala to na ekstrakcje poglebionej wiedzy (np. iden-
tyfikacja niezrozumiatych zagadnien, a nie tylko niezadowolenia) i nadanie sensu danym, ktére
w tradycyjnym systemie byly ignorowane [Parker, Anderson, Stone, Oh, 2024; Khaiser, Saad,
Mason, 2023; Gronberg i in., 2021]. To znaczaco podnosi jakos¢ i diagnostycznos¢ fazy Check.

2. Integracja danych wielostronnych. Kluczowe znaczenie dla niniejszej koncepcji ma zdolnos¢ Al
do integragji i korelacji informacji pochodzacych z réznych zrdédet (skale ocen studentéw, refleksje
nauczycieli, opinie partneréw). Ta mozliwos¢ jest warunkiem przejscia do postulowanej wielo-
stronnej ewaluacji i zwiekszenia kontekstowosci informacji zwrotnej, umozliwiajac holistyczna
oceng procesu dydaktycznego [Watanachaturaporn, Arora, Varshney, 2008; Zahra, Samra, Giza-
wi, 2025].

3. Wesparcie decyzji i personalizacja dziatan. Al nie tylko analizuje, ale i wspiera procesy decyzyjne,
np. generujac spersonalizowane rekomendacje dla nauczyciela dotyczace usprawnienia metod
dydaktycznych lub modyfikacji tresci kursu. To bezposrednio wzmacnia i przyspiesza faze Act
w cyklu PDCA.

4.

W tym sensie rozwigzania Al umozliwiajq transformacje klasycznej sekwencji Check-Act w cyklu
PDCA w proces ciagly (Al Feedback Loop), pozwalajac na biezace zarzadzanie jako$cia dydaktyki
w oparciu o dane w czasie rzeczywistym. Jednoczesnie wraz z rosnaca zfozonoscig narzedzi Al poja-
wia sie koniecznos¢ zapewnienia zgodnosci ich dziatania z zasadami etyki i odpowiedzialnosci [Jobin,
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Ienca, Vayena, 2019; Dennehy i in., 2020; Hebbecker i in., 2022], co stanowi przedmiot rozwazan w ko-
lejnej czesci.

Wyzwania etyczne, ryzyko algorytmicznej stronniczosci i zasada transparentnosci

Wdrozenie AI w procesach ewaluacyjnych, z natury wrazliwych i majacych bezposredni wplyw
na decyzje kadrowe oraz Sciezki rozwoju nauczycieli akademickich, wymaga zachowania najwyz-
szych standardow etycznych, przejrzystosci i nadzoru. Zgodnie z regulacjami prawnymi, w tym Al
Act [2024] oraz wytycznymi miedzynarodowymi UNESCO [2023], kluczowe zasady obejmuja ochroneg
danych osobowych, przejrzystos¢ dziatania algorytmow i aktywne przeciwdziatanie uprzedzeniom.
Szczegodlne znaczenie dla wiarygodnosci informacji zwrotnej ma problem algorytmicznej stronniczo-
Sci (algorithmic bias). Systemy Al nawet te zaprojektowane do generowania obiektywnych wnioskow,
ucza sie na danych historycznych, ktére moga by¢ obcigzone ukrytymi uprzedzeniami [O'Neil, 2017].
W kontekscie ewaluacji zaje¢ oznacza to ryzyko nieSwiadomego wzmacniania istniejacych dyspro-
porcji, na przyklad faworyzowanie nauczycieli akademickich prowadzacych kursy o wyzszej atrak-
cyjnosci lub generowanie niesprawiedliwej informacji zwrotnej dla dydaktykéw. Dlatego kluczowe
jest przestrzeganie zasady Human-in-the-loop (cztowiek w petli decyzyjnej) — nadzoru cztowieka nad
procesami decyzyjnymi Al oraz zapewnienie transparentno$ci dziatania algorytmoéw [Liu i in., 2020;
Magrabi i in., 2019]. Tylko systemy projektowane w duchu tej zasady, wzmacniajace kulture ja-
kosci i podmiotowo$¢ interesariuszy, moga zapewnic¢ wiarygodnos¢ informacji zwrotnej bez ryzyka
technicznego pozoru obiektywizmu. W $wietle zidentyfikowanych ograniczen etycznych i wymagan
wobec transparentnosci konieczne jest zaprojektowanie modelu systemowego, ktory te wyzwania
uwzglednia. Stanowi to podstawe autorskiej koncepcji wielostronnej ewaluacji akademickiej wspiera-
nej przez Al, przedstawionej w kolejnej czesci (Sekcja 4.).

MODEL AI-MEVEL: KONCEPCJA WIELOSTRONNEJ EWALUACII AKADEMICKIE]
I PETLI INFORMACII ZWROTNEJ WSPARTA PRZEZ AI (AI FEEDBACK LOOP)

Zatozenia i cel modelu

W niniejszej pracy zaproponowano Model AI-MEVAL (Artificial Intelligence-Supported Multidimensional
Evaluation of Academic Learning), stanowiacy koncepcyjne rozwiniecie tradycyjnych systemoéw ewalu-
acji dydaktycznej i bezposredniej odpowiedzi na problem luki wiarygodnosci pozyskiwanej informacji
zwrotnej. Model AI-MEVAL realizuje filozofi¢ organizacji uczacej si¢ i stanowi systemowe narzedzie
wspierajace fazy Check i Act w cyklu PDCA.

Celem modelu jest podniesienie wiarygodnosci, efektywnosci i uzytecznosci informacji zwrotnej po-
przez integracje wielu kluczowych perspektyw ewaluacyjnych: studenta, nauczyciela akademickiego,
partnera zewnetrznego oraz jednostki ds. jakosci uczelni, przy jednoczesnym wykorzystaniu zaawanso-
wanego potencjatu Al do analizy danych w czasie rzeczywistym.

Model AI-MEVAL zaklada przejscie od tradycyjnej, jednorazowej ewaluacji post factum do ciaglego
i refleksyjnego procesu doskonalenia dydaktyki, zgodnego z logika cyklu PDCA i filozofia TQM [De-
ming, 1986]. Centralnym elementem koncepgji jest idea , petli informacji zwrotnej wspieranej przez
Al” (Al Feedback Loop), ktora umozliwia dynamiczne gromadzenie, przetwarzanie i interpretacje zlo-
zonych danych jakosciowych i ilosciowych.
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Model AI-MEVAL mozna postrzegac jako dwuwymiarowy system analityczny:
e wymiar perspektywiczny — obejmuje cztery perspektywy ewaluacyjne (studenta, nauczyciela,
partnera zewnetrznego i jednostki ds. jakosci uczelni).
o wymiar analityczny — stanowi petla informacji zwrotnej wspierana przez Al (Al Feedback Loop),
obejmujaca trzy etapy: gromadzenie danych, ich synteze i diagnoze oraz generowanie rekomen-
dacji.

W praktyce oba wymiary tworza dynamiczna sie¢ przeptywu informacji, w ktdrej sztuczna inteli-
gencja wspiera i kontekstualizuje proces refleksji, a nie go zastepuje. Takie ujecie pozwala uchwycic¢
logike modelu AI-MEVAL, ktory redefiniuje ewaluacje dydaktyczna jako proces zarzadzania wiedza
i jakos$cia, a nie wylacznie pomiar satysfakcji [Popenici & Kerr, 2017].

Struktura modelu AI-MEVAL — integracja perspektyw i mechanizm AI Feedback Loop

Model AI-MEVAL opiera sie na czterech komplementarnych perspektywach ewaluacyjnych, ktére two-
rza spojny system analizy i refleksji nad jakoscig ksztalcenia, dostarczajac wielostronny zbioér danych
konieczny do wiarygodnej oceny:

1. Student (dane o doswiadczeniu) ocenia organizacje, tresci i metody dydaktyczne zaje¢ oraz do-
konuje refleksji nad wiasnym procesem uczenia sig.

2. Nauczyciel akademicki (dane o procesie) analizuje dynamike grupy, poziom zaangazowania
studentow, skutecznos¢ stosowanych metod i trudnosci w realizacji celéw dydaktycznych.

3. Partner zewnetrzny (dane o uzytecznosci) — jesli wystepuje, ocenia jakos¢ rozwigzan projek-
towych, praktyczne umiejetnosci studentow oraz adekwatnosé efektow ksztalcenia wzgledem
potrzeb rynku pracy.

4. Jednostka ds. jakosci uczelni (dane o systemie) integruje dane pochodzace z réznych zrédet,
analizuje trendy diugoterminowe i przeksztalca wyniki ewaluacji w decyzje strategiczne i sys-
temowe.

W odroéznieniu od klasycznych koncepgji ewaluacji, AI-MEVAL wiacza komponent Al, ktory auto-
matycznie integruje i analizuje dane z wielu zrddet. Takie rozwigzanie umozliwia petniejszy, kontek-
stowy i aktualny obraz procesu dydaktycznego, wzmacniajac kulture jakosci i refleksyjnosci [Garvin,
1994; Narang, 2012; Ali, Musah, 2012; Grudowski, 2023].

Proces integracji i analizy danych w modelu AI-MEVAL odbywa si¢ w ramach trojwarstwowego
mechanizmu Al Feedback Loop, ktéry umozliwia automatyczne przetwarzanie danych i generowanie
informacji zwrotnej w sposob ciagly —co prezentuje Tabela 1.

Tabela 1. Warstwy mechanizmu Al Feedback Loop w modelu AI-MEVAL
Table 1. Layers of the Al Feedback Loop mechanism in the AI-MEVAL model

Warstwa Opis dziatania Techniki AI/Cel
. . . Gromadzenie i normalizacja danych ilo$ciowych NLP, analiza sentymentu, klasyfikacja
1. Zbieranie i analiza . L. . ”. . .
d h ijakosciowych (oceny, komentarze, refleksje) z réznych tematyczna, celem ekstrakcja poglebionej,
anyc
y perspektyw. semantycznej informacji.
Modele korelacyjne i predykcyjne, al t
Integracja danych z réznych zrédel i identyfikacja odele ?re acynel Pre yXeyne, agorytmy
o o . L Iaczenia danych wielostronnych celem
2. Synteza i diagnoza korelacji miedzy ocenami, emocjami i kontekstem

osiagniecie wiarygodnosci diagnostycznej

dydak .
ydaktycznym (Diagnostic Reliability).
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Generatywna Al, wizualizacja danych,

. . . .. , systemy wspomagania decyzji (DSS) celem
3. Raportowanie Tworzenie spersonalizowanych rekomendagji i raportow . o
. R L X X . L. generowania transparentnych i wyjasnialnych
i refleksja wspierajacych decyzje dydaktyczne i projakosciowe. . . .

(explainable) rekomendacji w mys$l zasady

Human-in-the-Loop.

Zrodto: opracowanie wiasne.

Zastosowanie technik NLP i analizy sentymentu pozwala na identyfikacje zaréwno tresciowych, jak
i emocjonalnych aspektow informacji zwrotnej, co sprzyja bardziej precyzyjnym diagnozom dydak-
tycznym. Tym samym, klasyczna sekwencja cyklu PDCA — od Check do Act — zostaje zastgpiona ciagla
petla doskonalenia, w ktdrej dane sa stale integrowane i przetwarzane, umozliwiajac dynamiczne do-
stosowywanie procesu ksztalcenia.

Operacjonalizacja i innowacyjnos¢ modelu AI-MEVAL

Model AI-MEVAL stanowi synteze i rozwiniecie istniejacych koncepcji ewaluacji dydaktycznej oraz
zarzadzania jakoscia, opierajac si¢ na nastepujacych fundamentach teoretycznych:
* Multi-stakeholder evaluation — integracja wielu perspektyw interesariuszy [Shvindina i in., 2022].
e Al w edukacji — wykorzystanie narzedzi analitycznych i systemow feedbacku [Popenici, Kerr,
2017].
* Zarzqdzanie jakosciqg — zastosowanie filozofii TQM i cyklu PDCA w doskonaleniu ksztalcenia
[Deming, 1986; Grudowski, 2023].

Natomiast nowatorskie i innowacyjne aspekty AI-MEVAL to:

1. Dynamiczna integracja danych w czasie rzeczywistym (Real-Time Analytics). Laczenie i analiza
danych ewaluacyjnych w czasie zblizonym do rzeczywistego, co wykracza poza tradycyjne,
statyczne modele post factum.

2. Refleksyjnosc i uczenie organizacyjne. Al nie tylko dostarcza wynikéw, ale generuje rekomenda-
cje i konteksty, wspierajac ciagly rozwoj dydaktyczny nauczycieli, transformujac dane w wiedze.

3. Zaawansowane techniki analizy jezyka naturalnego (NLP). Wykorzystanie analizy sentymentu
do identyfikacji emocjonalnych i semantycznych aspektow wypowiedzi, co minimalizuje pro-
blem powierzchownosci (luki wiarygodnosci) tradycyjnych ankiet.

4. Wbudowana etyka i transparentnosc¢. Projektowanie algorytmow z wbudowana zasada Human-
-in-the-loop oraz dostarczanie wyjasnialnosci dla rekomendacji, co minimalizuje ryzyko stronni-
czosci algorytmicznej.

Zestawiajac powyzsze, model AI-MEVAL tworzy ramy systemowego i refleksyjnego podejscia
do ewaluacji dydaktyki akademickiej, integrujac rézne perspektywy interesariuszy z mozliwosciami
analitycznymi sztucznej inteligencji. Stanowi on propozycje, ktora faczy tradycje zarzadzania jakoscia
z nowoczesnymi technologiami, ukierunkowana na budowanie kultury ciggtego doskonalenia. Dla
celow pilotazowych model zastosowano w ramach wybranych zaje¢ akademickich obejmujacych réz-
ne formy dydaktyki. Metodyka badan i wyniki analizy zostaty szczegdétowo przedstawione w kolejnej
czesci artykutu.
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METODYKA BADAN WEASNYCH I PILOTAZOWA WERYFIKACJA ZALOZEN MODELU
AI-MEVAL (FAZA EKSPLORACYIJINA)

Cel i zalozenia badania

Celem przeprowadzonych badan pilotazowych o charakterze eksploracyjnym i jakosciowym byto po-
glebione rozpoznanie postaw, oczekiwan i obaw kluczowych interesariuszy — nauczycieli akademic-
kich i studentéw — wobec wykorzystania narzedzi sztucznej inteligencji w procesach ewaluacji zajec¢
dydaktycznych. Badanie stanowilo pierwszy, empiryczny etap weryfikacji zatozen koncepcyjnych
Modelu AI-MEVAL (zaprezentowanego w czesci 4.), ktory zostat zaprojektowany jako odpowiedz
na problem luki wiarygodnosci tradycyjnej ewaluacji (zob. czes¢ 2.).

W szczegdlnosci badanie miato dostarczy¢ danych do odpowiedzi na nastepujace pytania badawcze:

1. Jak nauczyciele akademiccy i studenci postrzegaja przydatnos¢ AI w kontekscie integracji i ana-
lizy wielostronnej informacji zwrotnej o zajeciach? (Weryfikacja AI Feedback Loop).

2. Jakie warunki etyczne i operacyjne (dotyczace transparentnosci, formy i nadzoru) musza zostac
spetnione, aby akceptacja modelu ewaluacji wspieranego przez Al byta mozliwa? (Weryfikacja
zasady Human-in-the-Loop).

3. Czy koncepcja wielostronnej ewaluacji (Multi-stakeholder evaluation) jest uznawana przez uczest-
nikow procesu dydaktycznego za potrzebna i realistyczng w praktyce akademickiej?

Kontekst i organizacja badania

Badanie zrealizowano w okresie styczen-czerwiec 2025 roku w dwoch zréznicowanych osrodkach
akademickich: uczelni publicznej i uczelni niepublicznej o profilu nauk spotecznych i ekonomicznych.
Dobdr instytucji byt celowy, co miato zapewnic¢ réznorodnos¢ kontekstow organizacyjnych i dydak-
tycznych w celu zwigkszenia transferowalnosci wnioskow w badaniach jakosciowych.

W badaniu uczestniczylo facznie 32 respondentéw: 17 nauczycieli akademickich (NA, o srednim
stazu dydaktycznym 11 lat) oraz 15 studentéw studiéw magisterskich drugiego stopnia (S). Proba
zostala dobrana w oparciu o kryterium doswiadczenia w pracy dydaktycznej lub uczestnictwie w za-
jeciach z wykorzystaniem technologii edukacyjnych. Chociaz wiekszos¢ uczestnikow deklarowata
kontakt z narzedziami Generatywnej Al, nie posiadali oni wczesniejszego doswiadczenia w zakresie
wykorzystania Al w ewaluacji dydaktycznej. Taki dobdr proby pozwolil na konfrontacje perspektyw
nauczyciela (potrzeba kontekstu) i studenta (uzytecznos¢ informacji zwrotnej).

Metoda i przebieg badania

W badaniu zastosowano metode potustrukturyzowanego wywiadu indywidualnego, prowadzonego
w oparciu o autorski scenariusz rozmowy badacza. Wywiady realizowano bez uzycia narzedzi elek-
tronicznych, badaczka prowadzita rozmowe, jednoczesnie sporzadzajac notatki i zapisujac kluczowe
wnioski w arkuszu. Takie Swiadome odejscie od zapisu cyfrowego miato na celu unikniecie efektu
,technologicznego dystansu” i zachowanie pelnej swobody oraz refleksyjnosci wypowiedzi uczestni-
koéw, co byto kluczowe w rozmowach o etyce i obawach zwiazanych ze sztuczna inteligencja.

Kazdy wywiad trwat od 35 do 55 minut. Rozmowy prowadzono w sposéb dialogiczny, z zachowa-
niem pelnej anonimowosci uczestnikow. Zebrany materiat opracowano za pomoca analizy tematycz-
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nej, identyfikujac gldéwne watki koncentrujace si¢ na zgodnosci z trzema filarami Modelu AI-MEVAL:
potrzebie wielostronnosci, uzytecznosci Al oraz transparentnosci algorytmow.

Wyniki pilotazu — empiryczne potwierdzenie zatozen AI-MEVAL

Wyniki badan pilotazowych silnie potwierdzajg zaréwno zidentyfikowane luki tradycyjnej ewaluacji,
jak i zgodnos¢ zalozent modelu AI-MEVAL z rzeczywistymi oczekiwaniami interesariuszy dydaktyki
akademickiej.
1. Potrzeba wielostronnosci i kontekstowosci

Uczestnicy zgodnie dostrzegli ograniczenia jednowymiarowej, koncowej ewaluacji i wskazali
na konieczno$¢ wlaczenia réznych perspektyw. Nauczyciele akademiccy podkreslali potrzebe zréw-
nowazenia opinii studentéw wtasna refleksja dydaktyczna i analizg kontekstu zajec:

. Kwestionariusze sq zbyt ptytkie. Nikt nie pyta mnie, co dziatato, a co nie w konkretnej grupie. Czasem niska
ocena wynika z tego, Ze studenci walczyli z trudnym tematem, a nie z mojq metodq.” (NA-4, 46 lat)

. Prowadze zajecia projektowe z partnerem zewnetrznym [...]. W takich projektach potrzebna jest ewaluacja
procesowa, nie koricowa, bo to w trakcie dzieje sie najwiecej.” (NA-8, 51 lat)

Studenci wyrazali z kolei potrzebe, by ich glos byt realnie brany pod uwage i prowadzit do widocz-
nych zmian, co jest kluczowe dla zwigkszenia zaangazowania:

.Jesli widze, ze moje uwagi naprawde wplywajq na to, jak prowadzone sq zajecia, to czuje sens ich pisania.
Teraz to wyglada jak formalnosé.” (S-5, 23 lata)

Al mogloby zebrac¢ wszystko, co mowimy w ciqqu semestru z komentarzy, rozmow, refleksji i pokaza¢ na-
uczycielowi, co si¢ powtarza, co jest istotne. To byloby uczciwsze niz jedna ankieta na konicu.” (S5-9, 34 lata)

2. Warunkowa akceptacja Al i wymdg nadzoru

Zarédwno nauczyciele akademiccy, jak i studenci, wyrazili warunkowgq akceptacje wykorzystania Al,
podkreslajac fundamentalne znaczenie transparentnosci dziatania systemu oraz nadzoru cztowieka
nad procesem decyzyjnym.

Al moze byc dobrym narzedziem wspierajqcym analize, ale ktos musi kontrolowac, jak interpretowane sq dane.
Nie chee, zeby maszyna decydowata za mnie, co jest dobrg opinig.” (NA-10, 38 lat)

,Boimy sie, ze Al nie zrozumie kontekstu. Jak napisze krytycznie, ale z troskg, system moze uznac to za nega-
tywny komentarz. Ktos powinien sprawdza¢ takie sytuacje.” (S-3, 22 lata)

., Nie przeszkadza mi, ze Al analizuje dane, jesli wiem, jak to dziata i mam mozliwosé wgladu w interpretacje.
Najgorzej, gdyby byto to co$ w rodzaju czarnej skrzynki.” (NA-14, 44 lata)

Synteza wnioskow a filary Modelu AI-MEVAL

Analiza jakosciowa pozwolila na empiryczng weryfikacje kluczowych zatozert Modelu AI-MEVAL,
wskazujac na ich zgodnos$¢ z potrzebami interesariuszy (Tabela 2).

Badanie pilotazowe stanowi zatem istotny krok w walidacji koncepcji AI-MEVAL, potwierdzajac,
ze model ten wpisuje si¢ w rzeczywiste oczekiwania interesariuszy i jest zdolny do rozwigzania pro-
blemu luki wiarygodnosci poprzez kontekstualna, etyczna i ciagla integracje danych. Wyniki te stano-
wia podstawe do projektowania dalszych, ilosciowych narzedzi badawczych oraz dyskusji nad prak-
tycznymi implikacjami wdrozenia modelu.
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Tabela 2. Empiryczna weryfikacja kluczowych filarow Modelu AI-MEVAL na podstawie wynikéw badan jakosciowych

Table 2. Empirical validation of the key pillars of the AI-MEVAL model based on the results of qualitative research

Filar Modelu AI-MEVAL Empiryczne potwierdzenie z badania
Multi-stakeholder perspective Silna potrzeba wielostronnosci ewaluacji; dostrzeganie ograniczen jednowymiarowej ankiety.
Akceptacja Al jako narzedzia wspierajacego synteze, porzadkowanie i kontekstualng analiz
Al Feedback Loop ptag J ¢ pieraja _ 80 synteze, porza a €
ztozonych danych.
Human-in-the-Loop i Wysoka wrazliwos¢ etyczna; oczekiwanie jasnosci co do zasad dziatania algorytmow
Transparentnos¢ i koniecznos¢ nadzoru cztowieka nad interpretacja.

Zrédto: opracowanie wiasne.

DYSKUSJA, WKLEAD NAUKOWY ORAZ IMPLIKACJIE ZARZADCZE 1 ETYCZNE
Dyskusja wynikow pilotazowych i Real-Time Quality Management

Wyniki badan pilotazowych stanowia empiryczne potwierdzenie fundamentalnych zatozen Modelu
AI-MEVAL, ktdre zostaly zaprezentowane w Sekcji 4. Uczestnicy badania (studenci i nauczyciele aka-
demiccy) zgodnie wskazali na (1) koniecznos¢ wielostronnosci ewaluacji (Multi-stakeholder perspective),
(2) potrzebe ciaglej, kontekstualnej informacji zwrotnej (Al Feedback Loop) oraz (3) warunkowa akcep-
tacje Al Scisle zalezng od transparentnosci i nadzoru cztowieka (Human-in-the-Loop).

W kontekscie zarzadzania jakoscia, Model AI-MEVAL przesuwa akcent z ,, kontroli po fakcie” (ewa-
luagja ex post) na Real-Time Quality Management. Automatyzacja analizy danych jakosciowych (NLP,
analiza sentymentu) skraca dystans miedzy fazami Check (kontrola i diagnoza) a Act (dziatanie i ko-
rekta) w cyklu ciaglego doskonalenia PDCA (Plan-Do-Check-Act). Oznacza to, ze prowadzacy zajecia
otrzymuja spersonalizowane, kontekstowe i biezace wskazowki dotyczace potencjalnych problemow,
co radykalnie zwigksza szanse na wprowadzanie korekt w trakcie trwania kursu, a tym samym realnie
poprawia doswiadczenie dydaktyczne.

Jednoczesnie, pilna potrzeba wyjasnialnosci (explainability) algorytmow i nadzoru ludzkiego (Hu-
man-in-the-loop), wielokrotnie podkreslana przez respondentow, jest zbiezna z kluczowymi wymogami
etycznymi nakfadanymi na systemy Al w edukagji, zawartymi w wytycznych UE (np. Al Act) i rekomen-
dacjach UNESCO, co wzmacnia etyczny fundament proponowanego modelu

Wkiad naukowy i teoretyczny opracowania

Niniejsze opracowanie wnosi istotny wktad w rozw¢j teorii zarzadzania jakoscig ksztatcenia oraz me-
todyki badan edukacyjnych, koncentrujac si¢ na integracji nowoczesnych technologii. Wktad ten moz-
na podzieli¢ na trzy komplementarne obszary:
1. Wkiad koncepcyjny (Zarzadzanie Jakoscia i AI). Model AI-MEVAL rozwija istniejace podej-
Scia do multi-stakeholder evaluation, wtaczajac w petni zoperacjonalizowany modut Al Feedback
Loop dziatajacy w czasie rzeczywistym. Model ten transformuje klasyczna, periodyczna petle
PDCA w petle ciagla i refleksyjna, integrujac zarzadzanie jakoscig z zaawansowang analityka
jezyka (NLP) i uczeniem si¢ organizacyjnym.
2. Wklad metodologiczny (ewaluacja dydaktyki). Praca proponuje ramy operacjonalizacji ewalu-
aqji dydaktyki jako procesu danych mieszanych, systematycznie faczac rozne typy zrdodet (ko-
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mentarze jakosciowe, skale ilosciowe, refleksje prowadzacego, obserwacje partnera zewnetrz-

nego) i wskazujac na mechanizmy syntezy ich do raportow decyzyjnych dla r6znych poziomow

zarzadzania uczelnig.

3. Wklad etyczno-organizacyjny (governance Al). Artykul definiuje rame zastosowania zasady
Human-in-the-Loop oraz wymogu wyjasnialnosci w specyficznym kontekscie ewaluacji dydakty-

ki. Proponowane rozwigzania maja na celu minimalizowanie ryzyka algorithmic bias i budowa-

nie zaufania interesariuszy do zautomatyzowanych proceséw oceny.

Implikacje zarzadcze i rekomendacje wdrozeniowe dla uczelni

Wdrozenie Modelu AI-MEVAL jest procesem transformacyjnym, ktéry wymaga réwnoczesnej ada-
ptacji technologicznej, kulturowej i kompetencyjnej. Na podstawie wynikéw badan i zatozert mode-
lu, sformutowano nastepujace rekomendacje dla praktyki zarzadzania uczelniami wyzszymi, zwarte

w Tabeli 3.

Tabela 3. Obszary transformacji i kluczowe rekomendacje wdrozeniowe Modelu AI-MEVAL

Table 3. Areas of transformation and key implementation recommendations for the AI-MEVAL Model

Obszar transformacji

Rekomendowane dzialania wdrozeniowe (AI-MEVAL)

(A) Polityka jakosci i procesy

Integracja z PDCA. Wiaczy¢ AI-MEVAL jako modut wspierajacy fazy Check (automatyczna
synteza i diagnoza) oraz Act (monitorowanie dziatari doskonalacych).

Procedury transparentnosci. Opracowac i udostepnic regulaminy dotyczace anonimizacji,
wykorzystania metod NLP oraz precyzyjne reguty eskalacji wnioskéw do recenzji cztowieka
(human review).

(B) Ludzie i kompetencje

Rozwoj kompetencji. Zorganizowac szkolenia dla kadry i studentéw z zakresu Al literacy, etyki
danych oraz kompetentnego konstruowania i interpretacji feedbacku (réznicowanie krytyki

merytorycznej od ,szumu” informacyjnego).

Role i odpowiedzialnosci. Formalnie wyznaczy¢ w uczelni role: wlasciciela procesu AI-MEVAL,
audytora jakosci danych oraz opiekuna etycznego wnioskowania.

(C) Architektura danych
i technologia

Standaryzacja danych: Ujednolici¢ formaty zbieranych danych (skale, komentarze, dzienniki

refleksji, oceny partnera) i wdrozy¢ harmonogramy poboru $rddsemestralnego (micro-feedback).

Wyjasnialnos¢. Zapewni¢, ze kazda rekomendacja generowana przez system wskazuje zZrodla
i reguly wnioskowania (np. stowa klucze, tematy, anonimizowane cytaty) oraz umozliwia korekte
lub kwestionowanie wnioskéw przez uzytkownika.

(D) Strategia wdrozenia
(Roadmap)

Fazy wdrozenia. Przeprowadzi¢ pilotaz na ograniczonej grupie (1-2 kierunki, 1-2 semestry).
Nastepnie ewaluowac efekty (mierzony czas reakgji na problem, satysfakcja uzytkownikow,
zmiany metodyczne) przed skalowaniem i integracja z glownymi systemami uczelni (np. USOS).

Powiazanie z rozwojem. Wigza¢ wyniki ewaluacji z rozwojem dydaktycznym (tutoring, mini-
granty na doskonalenie kurséw) oraz wspiera¢ tworzenie spotecznosci praktykow (communities of
practice).

Zrédto: opracowanie wiasne.
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Ograniczenia badania pilotazowego i kierunki dalszych analiz

Nalezy podkresli¢, ze prezentowane badania empiryczne miaty charakter pilotazowy i eksploracyjny
(N=32), a wnioskowanie opieralo si¢ na analizie jakoSciowej. Proba byta ograniczona do uczelni pro-
wadzacych ksztalcenie o profilu nauk spotecznych, co oznacza, ze percepcja Al mogta by¢ modulowa-
na przez dotychczasowe (nie-ewaluacyjne) doswiadczenia uczestnikéw. Nie testowano pelnej auto-
matyzacji wnioskowania ani dtugofalowego wptywu modelu na decyzje programowe i strategiczne.
Wobec powyzszego, dalsze prace badawcze powinny koncentrowac sie¢ na nastepujacych kierunkach:

1. Badania iloSciowe i quasi-eksperymentalne. Pomiar wptywu wdrozenia AI-MEVAL na efek-
tywnos¢ systemu (np. skrécenie czasu reakcji na problem dydaktyczny, wzrost satysfakgji stu-
dentoéw, wzrost wskaznika wdrozonych dziatan korygujacych).

2. Walidacja miedzyuczelniana. Testowanie koncepcji w zréznicowanych kontekstach dydak-
tycznych (inne dziedziny wiedzy, uczelnie techniczne i medyczne) w celu okreslenia transfero-
walnosci modelu.

3. Weryfikacja etyczno-technologiczna. Przeprowadzenie testow modutow wyjasnialnosci (expla-
inability) oraz mechanizmow redukcji biasu algorytmicznego (np. filtry stylu wypowiedzi)
na rzeczywistych zbiorach danych.

4. Analiza kosztow i korzysci (TCO/ROI). Opracowanie studium wykonalnosci, uwzgledniaja-
cego catkowity koszt posiadania (Total Cost of Ownership) oraz jako$ciowy zwrot z inwestycji
(Return on Investment w kontekscie akredytacji i jakosci).

5. Zarzadzanie strategiczne. Analiza powigzan wynikéw generowanych przez AI-MEVAL z pro-
cesami akredytagji i strategicznym zarzadzaniem portfelem kurséw (decyzje o modyfikacji, wy-
cofaniu lub rozwoju programéw studiow).

Konkludujac, Model AI-MEVAL stanowi innowacje zarzadcza, ktdra nie zastepuje cztowieka w pro-
cesie ewaluacji, lecz uzbraja go w kontekstowe dane i wglad. Poprzez przyspieszenie obiegu informa-
¢ji i wzmocnienie wielostronnosci perspektyw, model ten przenosi cigzar z formalnej kontroli na ucze-
nie si¢ organizacyjne i budowanie autentycznej kultury jakosci ksztatcenia.

PODSUMOWANIE I WNIOSKI KONCOWE

Ewaluacja zaje¢ akademickich stanowi niezbywalny fundament kultury jakosci w uczelni, jednak tra-
dycyjne podejscia czesto napotykaja na problem luki wiarygodnosci i ograniczonej uzytecznosci da-
nych, co sprawia, Ze stajq si¢ one wymogiem formalnym, a nie efektywnym narzedziem doskonalenia.

Wkiad koncepcyjny i wnioski z badan

Przedstawiony w niniejszym artykule Model AI-MEVAL (Artificial Intelligence-Supported Multidimen-
sional Evaluation of Academic Learning) stanowi rame koncepcyjna dla radykalnej transformacji ewalu-
acji, taczac zasady zarzadzania jakos$cia z potencjatem sztucznej inteligencji. Kluczowe wnioski i wkiad
opracowania:
* Integracja perspektyw i danych. Model rozwiazuje problem jednostronnosci ewaluacji poprzez
systemowaq integracje perspektyw wielu interesariuszy (student, nauczyciel, partner zewnetrz-
ny, jednostka ds. jakosci), generujac kontekstualny i petniejszy obraz jakosci zajec.
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* Wzmocnienie cyklu PDCA. Zastosowanie Al Feedback Loop umozliwia automatyczng analize
ztozonych danych w czasie rzeczywistym, skracajac cykl decyzyjny Check-Act. AI-MEVAL trans-
formuje ewaluacje z , kontroli po fakcie” w proces cigglego uczenia si¢ organizacyjnego (organi-
Zacja uczaca sig).

* Weryfikacja empiryczna. Wyniki pilotazowego badania jakosciowego (Sekcja 5.) potwierdzily,
ze akceptacja Al jest warunkowa i scisle zalezna od transparentnosci algorytmow oraz nadzo-
ru ludzkiego (zasada Human-in-the-loop). Model jest postrzegany jako narzedzie wspierajace
refleksje i decyzje, a nie system zastepujacy czlowieka, co jest zgodne z wymogami etycznymi
(np. Al Act).

e Wkiad w zarzadzanie jakoscig. W perspektywie nauk o zarzadzaniu, Model AI-MEVAL wnosi
nowaq jakos¢, faczac zaawansowana analityke jezyka (NLP) z koncepcja organizacji uczacej sig,
dostarczajac uniwersalny instrument doskonalenia dydaktyki akademickie;.

Ograniczenia i kierunki dalszych analiz

Ograniczeniem niniejszej pracy jest jej pilotazowy i eksploracyjny charakter badan empirycznych. Dal-
sze prace powinny koncentrowac si¢ na ilosciowej walidacji proponowanej koncepgji.
Kierunki przysztych badan empirycznych obejmuja:

* Weryfikacje efektywnosci. Przeprowadzenie badan quasi-eksperymentalnych mierzacych wplyw
AI-MEVAL na czas reakcji na problemy dydaktyczne i wskaznik wdrozenia dziatan koryguja-
cych.

* Walidacje zewnetrzna. Testowanie modelu w innych dziedzinach i typach instytucji (np. uczel-
nie techniczne, medyczne) w celu okreslenia jego transferowalnosci.

* Analize strategiczna. Ocene kosztéw i korzysci wdrozenia (TCO/ROI jakosciowy) oraz powiaza-
nie wynikéw ewaluagji z systemami akredytacji i zarzadzaniem portfelem kursow.

W perspektywie dlugofalowej, Model AI-MEVAL moze sta¢ sie kluczowym elementem nowocze-
snych systemow zarzadzania jakoscig ksztalcenia, ktore wykorzystuja dane nie wytacznie do kontroli,
lecz do refleksji, rozwoju i podejmowania swiadomych decyzji zarzadczych w instytucjach akademic-
kich.
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